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Résumé
Les travaux autour des métaheuristiques ont ré-
cemment évolué vers de nouveaux enjeux tels
que : la simplicité, la robustesse et la modula-
rité des métaheuristiques. L’intelligence artifi-
cielle distribuée et plus particulièrement les sys-
tèmes multi-agent semblent être des approches
prometteuses pour y répondre. Ainsi, dans cet
article une approche multi-agent pour la mo-
délisation et l’implantation de métaheuristiques
est adoptée. Dans ce cadre, nous proposons
AMF (Agent Metaheuristic Framework) un fra-
mework organisationnel et multi-agent pour la
modélisation et l’implantation de métaheuris-
tiques. Ce framework fournit un modèle et des
lignes méthodologiques permettant la modéli-
sation de métaheuristiques et facilitant la dis-
tribution et l’intégration de composants d’ap-
prentissage au sein des métaheuristiques. Afin
d’illustrer l’utilisation d’AMF et de l’apprentis-
sage artificiel dans les métaheuristiques, nous
présentons une métaheuristique originale fon-
dée sur le principe de coalition d’agents.
Mots-clés : optimisation combinatoire, méta-
heuristique, système multi-agent

Abstract
Research in metaheuristics has recently evolved
to new issues such as : simplicity, robustness
and modularity of metaheuristics. Distributed
Artificial Intelligence and particularly multi-
agent systems seem to be a promising field of re-
search to tackle these new issues. In this paper
we propose AMF, an Agent Metaheuristic Fra-
mework that aims at supporting the design and
implementation of metaheuristics using an or-
ganizational and agent-oriented approach. This
framework gives a model and a set of methodo-
logical guidelines to support the design of me-
taheuristics and facilitate the distribution and
integration of artificial learning components.
This paper also introduces an original meta-
heuristic called Coalition-Based Metaheuristic
(CBM) that illustrates the use of AMF and arti-
ficial learning in metaheuristics.

Keywords: combinatorial optimization, meta-
heuristic, multi-agent system

1 Introduction

Les métaheuristiques sont des méthodes per-
mettant la résolution approchée de problèmes
d’optimisation combinatoire. Ces méthodes pré-
sentent un intérêt certain pour la résolution de
problèmes d’optimisation de grande taille où
une solution doit être trouvée en un temps res-
treint. Les travaux autour des métaheuristiques
ont récemment évolué vers de nouveaux en-
jeux. Cela concerne non seulement la recherche
de performances face à des problèmes à large
échelle ou des problèmes dynamiques, mais
aussi la recherche de méthodes simples, ro-
bustes et modulaires. Ces nouveaux aspects ont
été mis en avant dans différentes études [1, 2]
où il ressort que la simplicité, la robustesse
et la modularité constituent des critères impor-
tants pour une utilisation effective des métaheu-
ristiques. L’intelligence artificielle distribuée et
plus particulièrement les systèmes multi-agents
(SMA) sont des approches prometteuses pour
répondre à ces nouveaux enjeux.

Les SMA sont naturellement bien adaptés à
la modélisation de métaheuristiques. Ces deux
domaines exploitent en effet la métaphore so-
ciale et le paradigme de l’auto-organisation [3].
De plus, les SMA sont largement utilisés dans
le cadre des métaheuristiques à base de po-
pulation, hybrides ou distribuées. Cependant,
l’usage des SMA dans le cadre des métaheu-
ristiques manque encore d’outils de modélisa-
tion et d’implantation. Dans cet article nous
proposons AMF (Agent Metaheuristic Frame-
work), un framework organisationnel et multi-
agent pour la modélisation et l’implantation de
métaheuristiques. Ce framework fournit un mo-
dèle organisationnel de métaheuristique permet-
tant de décrire une métaheuristique à partir de
quatre rôles fondamentaux : diversifieur, inten-
sifieur, guide et stratège. À partir de ce modèle,
une métaheuristique particulière peut être vue



comme un raffinement du modèle organisation-
nel d’AMF. De plus, AMF apporte un ensemble
de lignes méthodologiques permettant de mo-
déliser une métaheuristique sous la forme d’un
SMA. Le but de cette approche est d’encoura-
ger la modularité, la réutilisation et de faciliter
la distribution de métaheuristiques.

Afin d’illustrer l’utilisation d’AMF, cet ar-
ticle introduit une métaheuristique nommée
“Coalition-Based Metaheuritic” (CBM). Dans
CBM plusieurs agents organisés en coalition
traitent simultanément un problème d’optimi-
sation. Chaque agent dispose d’un ensemble
d’opérateurs permettant d’explorer l’espace des
solutions du problème. Ils améliorent indivi-
duellement leur stratégie de recherche par ap-
prentissage par renforcement et coopèrent par
mimétisme et échange de solutions. L’efficacité
de CBM et l’intérêt des mécanismes d’appren-
tissage est soulignée par une application à un
problème de tournées de véhicules (VRP, Ve-
hicle Routing Problem).

Cet article La section 2 présente le modèle or-
ganisationnel ainsi que les lignes méthodolo-
giques d’AMF. La section 3 introduit la méta-
heuristique à base de coalition. Son application
au problème de tournées de véhicules ainsi que
les résultats expérimentaux sont détaillés dans
la section 4.

2 AMF : Un framework pour la mo-
délisation et l’implantation de mé-
taheuristiques

Cette partie introduit AMF (Agent Metaheu-
ristic Framework) un framework pour la mo-
délisation et l’implantation de métaheuristiques
en adoptant une approche organisationnelle et
multi-agent. Ce framework est fondé sur un mo-
dèle organisationnel de métaheuristique. Dans
un premier temps, nous présentons le méta-
modèle RIO (Rôle Interaction Organisation) [4]
sur lequel repose le modèle organisationnel de
métaheuristique d’AMF. Le modèle orgnaisa-
tionnel d’AMF puis les lignes méthodologiques
associées sont ensuite détaillés.

2.1 Métamodèle RIO

Le métamodèle RIO [4] s’articule autour de
trois concepts clés : le rôle, l’interaction et l’or-
ganisation. Un rôle est l’abstraction d’un com-
portement ou d’un statut au sein d’une organisa-
tion. Une interaction lie deux rôles de manière à

ce qu’une action du premier rôle engendre une
réaction du second rôle. Une organisation est
définie comme un ensemble de rôles en interac-
tion. À partir de ces trois concepts, un agent est
défini comme une entité communicante jouant
un ou plusieurs rôles. De manière plus générale,
un rôle peut être associé à un ou plusieurs agents
et un agent peut jouer un ou plusieurs rôles. À
partir de ce métamodèle, nous décrivons dans la
partie suivante une métaheuristique en terme de
rôles, d’interactions et d’organisations.

2.2 Description organisationnelle d’une
métaheuristique

D’un point de vue organisationnel, une méta-
heuristique peut être définie comme une orga-
nisation dont l’objectif est d’explorer l’espace
de recherche d’une instance de problème afin de
trouver une solution optimale ou proche de l’op-
timale. Cette exploration combine, d’une part,
des mécanismes d’intensification, et d’autre
part, des mécanismes de diversification. L’in-
tensification permet de concentrer la recherche
dans les zones de l’espace de recherche promet-
teuses. La diversification sert à explorer de nou-
velles zones de l’espace de recherche. Ces deux
tendances sont guidées par un ensemble d’in-
formations structurées relatif à l’espace de re-
cherche. Ces informations servent à coordonner
et à équilibrer l’intensification et la diversifica-
tion. De plus, la stratégie de recherche peut être
adaptée en fonction du contexte d’optimisation
et des expériences de recherche.

À partir de cette définition nous pouvons iden-
tifier au sein d’une métaheuristique quatre rôles
fondamentaux que nous nommerons : Intensi-
fieur, Diversifieur, Guide et Stratège.

Le rôle intensifieur a pour objectif de concen-
trer la recherche dans les zones prometteuses de
l’espace de recherche. L’intensification est une
exploration locale de l’espace de recherche per-
mettant de trouver de nouvelles meilleures so-
lutions à partir d’une solution, d’un ensemble
de solutions ou d’informations restreignant l’es-
pace de recherche.

Le rôle diversifieur permet d’examiner les
zones de l’espace de recherche encore non ex-
plorée. La diversification est une exploration,
souvent aléatoire et éventuellement fondée sur
des informations concernant les zones de l’es-
pace de recherche déjà explorées, qui fournit de
nouveaux points de départ pour l’intensification.



Le rôle guide coordonne les rôles intensifieur et
diversifieur et équilibre le rapport entre les ten-
dances d’intensification et de diversification. Ce
rôle centralise les informations issues de l’inten-
sification et de la diversification au sein d’une
mémoire. Nous utilisons le terme “mémoire” en
référence au principe de mémoire adaptative de
l’approche AMP [5]. Ainsi, le rôle guide est
chargé d’appliquer une stratégie d’exploration
fondée sur un composant de mémoire en utili-
sant les deux rôles précédents (intensifieur et di-
versifieur).

Le rôle stratège est chargé d’ajuster ou de
changer la stratégie de recherche mise en place
par les rôles guide, intensifieur et diversifieur en
fonction du contexte d’optimisation et éventuel-
lement des expériences. Ce rôle correspond aux
mécanismes d’adaptation et d’auto-adaptation
dans les métaheuristiques. Ce rôle n’est pas sys-
tématiquement instancié dans les métaheuris-
tiques.

La figure 1 représente le modèle organisationnel
de métaheuristique. À partir de ce modèle, il est
possible de décrire plusieurs métaheuristiques.
Celles-ci se distinguent par la manière de réali-
ser les différents rôles (intensifieur, diversifieur,
guide et stratège) et par les informations échan-
gées au travers des différentes interactions.

FIG. 1 – Modèle organisationnel de métaheuris-
tique

Le tableau 1 présente la réalisation des quatre
rôles du modèle AMF pour six métaheuristiques
classiques : recuit simulé, recherche tabou, re-
cherche locale itérée, recherche à voisinage va-
riable, algorithme génétique et algorithme de

colonie de fourmis.

Dans ce tableau, la deuxième et la troisième co-
lonne correspondent aux rôles intensifieur et di-
versifieur. Pour certaines métaheuristiques, bien
que l’on puisse distinguer les tendances d’in-
tensification et de diversification, un seul méca-
nisme réalise ces deux rôles. C’est le cas pour
la recherche tabou, le recuit simulé et les al-
gorithmes de colonie de fourmis. La quatrième
colonne correspond aux mécanismes relatifs au
rôle guide. La dernière colonne présente une
liste non exhaustive de mécanismes d’adapta-
tion. Pour la recherche tabou, l’extension de re-
cherche tabou réactive [6] introduit un méca-
nisme d’adaptation dynamique de la taille de la
liste tabou. Dans le cas du recuit simulé, la mé-
thode de recuit simulé adaptatif [7] permet de
modifier automatiquement la loi de refroidisse-
ment. Plusieurs extensions adaptatives des algo-
rithmes génétiques existent. Nous avons fait ap-
paraître dans le tableau les trois principaux ob-
jectifs de ces extensions décrites dans [8].

2.3 Lignes méthodologiques pour la modé-
lisation de métaheuristiques

Le modèle organisationnel d’AMF permet d’ob-
tenir une métaheuristique sous la forme d’un
système multiagent en suivant un processus de
conception inspiré de la démarche de concep-
tion associée à RIO [4]. Quelques lignes mé-
thodologiques permettant de concevoir un sys-
tème multiagent associé à une métaheuristique
à partir du modèle organisationnel de métaheu-
ristique, sont présentées ci-après.

Le processus de conception se compose de trois
étapes : (1) Raffinement du modèle organisa-
tionnel d’AMF, (2) Agentification, (3) Spécia-
lisation de la métaheuristique.

La première étape consiste à raffiner le mo-
dèle organisationnel d’AMF afin de détailler les
comportements des rôles ainsi que les interac-
tions. Le résultat de cette étape est la descrip-
tion d’une organisation de métaheuristique par-
ticulière où l’ensemble des rôles et des interac-
tions est décrit. Il est possible dans cette étape
de réutiliser des rôles précédemment décrits,
notamment pour concevoir une métaheuristique
hybride.

La seconde étape a pour objectif de décrire la
structure du système multiagent associé à la mé-
taheuristique. Pour cela il est nécessaire d’iden-
tifier les différents types d’agents composant
le système multiagent, de préciser l’affectation



TAB. 1 – Réalisation des rôles du modèle organisationnel pour différentes métaheuristiques

Métaheuristique Rôle intensifieur Rôle diversifieur Rôle guide Rôle stratège

Recuit simulé Recherche dans le voisinage Critères d’acceptation (tem-
pérature) et refroidissement

Adaptation de la loi de re-
froidissement [7]

Recherche
tabou

Recherche dans le voisinage
contraint par la liste tabou Mise à jour de la liste tabou Adaptation de la taille de la

liste tabou [6]
Recherche lo-
cale itérée

Recherche
locale Perturbation Critères d’acceptation

Algorithme gé-
nétique Croisement Mutation Sélection

Adaptation de la taille de la
population, du taux de mu-
tation et de la probabilité de
croisement [8].

Algorithme
de colonie de
fourmis

Création de solutions par les
fourmis

Mise à jour des traces de
phéromone et évaporation

des rôles aux agents et de décrire l’ordonnan-
cement des rôles pour chaque type d’agent. La
principale donnée d’entrée pour effectuer cette
étape correspond au modèle raffiné de métaheu-
ristique précédemment obtenu.

La troisième et dernière étape consiste à spécia-
liser le système multiagent pour le traitement
d’un problème d’optimisation particulier. Par
exemple, si un algorithme génétique a été décrit
sous la forme d’un système multiagent, la spé-
cialisation correspond à la définition des opéra-
teurs de mutation et de croisement spécifiques
aux problèmes d’optimisation traités.

3 Métaheuristique à base de coali-
tion

Cette section illustre l’usage d’AMF dans le
cadre de la conception d’une métaheuristique
nommée CBM (Coalition-Based Metaheuris-
tic). CBM est une méthode fondée sur la mé-
taphore de la coalition. Le terme “coalition” est
ici utilisé pour désigner un SMA où les agents
disposent de capacités de décision et coopèrent
par le biais d’interactions directes [9]. La par-
tie 3.1 donne le principe général de CBM, puis
les parties 3.2 et 3.3 suivent les lignes méthodo-
logiques d’AMF pour détailler l’architecture de
CBM. Les deux dernière parties 3.4 et 3.5 s’in-
téressent aux mécanismes de décision et d’ap-
prentissage mis en œuvre.

3.1 Principe

Face à un problème d’optimisation combina-
toire que l’on souhaite résoudre à l’aide des

métaheuristiques, il est souvent possible d’uti-
liser différentes structures de voisinage pour ef-
fectuer la recherche. Plus généralement on dis-
pose souvent d’un large panel d’opérateurs per-
mettant d’effectuer une recherche de solutions
dans l’espace de solutions. Nous nommerons
“opérateur”, les procédures permettant d’obte-
nir une ou plusieurs solutions à partir d’un en-
semble éventuellement vide de solutions ini-
tiales. Ainsi, un opérateur peut être : une mé-
thode de construction de solution, une procé-
dure de recherche ou de descente locale, ou en-
core, un opérateur de mutation ou croisement
issu des algorithmes génétiques. La bonne uti-
lisation de ces opérateurs est un point crucial
pour l’efficacité de la métaheuristique. Ainsi, un
algorithme de recherche doit permettre d’appli-
quer le bon opérateur au bon moment.

Nous proposons au travers de CBM une mé-
thode originale permettant de conditionner le
choix des opérateurs au contexte d’optimisation
à l’aide d’un composant de décision. Ce dernier
est chargé d’analyser le contexte d’optimisation
et d’effectuer le choix d’un opérateur à appli-
quer sur une solution ou un ensemble de solu-
tions. De plus, les règles de décision sont mo-
difiées au cours de l’optimisation par apprentis-
sage.

Dans CBM, la recherche est réalisée par un en-
semble d’agents organisés sous forme de coali-
tion. Nous utilisons le terme de coalition pour
décrire un système multiagent où les agents
sont identiques, ont des capacités de décision
et coopèrent par le moyen d’interactions di-
recte. Dans notre cas, la coalition est compo-
sée d’agents capables d’effectuer indépendam-
ment une recherche de solution à l’aide d’opé-



rateurs et d’adapter leur stratégie de recherche
par apprentissage. La coopération entre agents
prend deux formes : tout d’abord, les agents
s’informent des zones prometteuses de l’espace
de solution, ensuite, les agents s’échangent des
informations sur les stratégies de recherche per-
formantes.

Ainsi, les principales caractéristiques de notre
approche à base de coalition sont : (i) l’utilisa-
tion d’un mécanisme de décision permettant de
conditionner le choix d’un opérateur au contexte
d’optimisation, (ii) l’apprentissage de règles de
décision au cours de l’optimisation, (iii) la co-
opération entre agents par échange d’informa-
tions sur l’espace de recherche ainsi que sur
les stratégies. Dans les parties suivantes, les
lignes méthodologiques définies dans le frame-
work AMF guideront le processus de modélisa-
tion de la métaheuristique CBM.

3.2 Raffinement du modèle organisationnel
d’AMF

Pour décrire les principaux composants de CBM
le modèle organisationnel d’AMF est raffiné. La
figure 2 présente l’organisation CBM résultant
du raffinement.

FIG. 2 – Raffinement du modèle organisationnel
d’AMF pour CBM

Rôle intensifieur : L’intensification est réalisée
par un ensemble d’opérateurs de descente lo-
cale. Ainsi, le rôle intensifieur dans l’organisa-
tion CBM est chargé d’obtenir un minimum lo-
cal suivant un voisinage donné à partir d’une so-
lution. Lors de la réception d’une requête, le rôle
intensifieur applique une descente locale suivant
la structure de voisinage spécifiée et retourne
l’optimum local obtenu.

Rôle diversifieur : La diversification est réali-
sée par des opérateurs de construction, muta-

tion et croisement. On considère ici le croise-
ment comme étant un moyen de diversifier étant
donné que contrairement aux opérateurs de des-
cente locale, les opérateurs de croisement ne
garantissent pas d’obtenir une meilleure solu-
tion. Ainsi, le rôle diversifieur dans l’organisa-
tion CBM est chargé de fournir une nouvelle so-
lution à partir d’un ensemble de solutions en ap-
pliquant soit une méthode de construction, soit
une mutation, soit un croisement.

Rôle guide : Le rôle guide dans l’organisation
CBM est chargé, de choisir et de faire appliquer
les opérateurs, et d’informer les autres guides de
la meilleure solution connue. Pour cela le rôle
guide gère une solution courante, la meilleure
solution trouvée par l’agent depuis le début de
l’optimisation, et la meilleure solution connue
au sein de la coalition. La stratégie de recherche
mise en place par le rôle guide est issue d’un
mécanisme de décision permettant à partir du
contexte d’optimisation de sélectionner l’opé-
rateur à appliquer. Le système de décision est
détaillé dans la partie 3.4. Le comportement du
rôle guide CBM consiste, à observer le contexte
d’optimisation, choisir un opérateur puis inter-
agir avec le rôle intensifieur ou diversifieur pour
appliquer l’opérateur. Si la solution obtenue est
la meilleure connue, alors les autres instances
du rôle guide sont informés de cette solution.

Rôle stratège : Le rôle stratège dans l’organisa-
tion CBM observe les expériences de recherche
issues du rôle guide et modifie en conséquence
les règles de décision appliquées par le rôle
guide. Ceci est effectué par apprentissage par
renforcement et par mimétisme. L’apprentissage
par renforcement consiste à favoriser les ac-
tions ayant permis d’obtenir de bonnes solu-
tions. L’apprentissage par mimétisme consiste à
observer les autres rôles stratèges et de s’inspi-
rer des stratégies bénéfiques pour modifier les
règles de décision. Ces deux mécanismes d’ap-
prentissage sont détaillés dans la partie 3.5. Le
comportement du rôle stratège consiste à obser-
ver le rôle guide. Lorsque la meilleure solution
trouvée est améliorée, le rôle stratège applique
un apprentissage par renforcement, et lorsque
la meilleure solution connue est améliorée, une
procédure de mimétisme est appliquée.

3.3 Agentification

À partir du modèle organisationnel de CBM
plusieurs architectures de système multi-agent
peuvent être envisagées. Dans CBM chaque
agent joue l’ensemble des rôles. Ainsi, les



agents de la coalition sont capables de réaliser
une optimisation indépendamment des autres
agents. L’ajout ou la suppression d’un agent
ne remet pas en cause la réalisation de l’op-
timisation. Cependant, les interactions entre
agents permettent d’obtenir de meilleurs résul-
tats. L’agentification de l’organisation CBM est
illustrée par la figure 3.

FIG. 3 – Agentification de l’organisation CBM

Le comportement d’un agent dans la coalition
consiste à jouer simultanément les quatre rôles.
Deux types d’interactions entre agents sont pré-
sents au sein de la coalition. La première inter-
action est réalisée par le rôle guide et consiste
à échanger les meilleures solutions connues. La
seconde interaction est effectuée par le rôle stra-
tège dans le cadre du mimétisme.

Avant de décrire la spécialisation de CBM pour
traiter un problème de tournées de véhicules,
le mécanisme de décision ainsi que les méca-
nismes d’apprentissage qu’elle intègre sont dé-
taillés dans les deux parties suivantes.

3.4 Système de décision de CBM

L’objectif du système de décision dans CBM
est de sélectionner un opérateur à appliquer en
fonction du contexte d’optimisation. Ce système
est à la base du rôle guide permettant de co-
ordonner l’intensification et la diversification.
Le système de décision utilisé est issu de l’ap-
proche “Adaptive Large Neighborhood Search”
[10] et présente des similarités avec les sys-
tèmes de classifieurs de Holland. Ainsi, à par-
tir d’une condition d’entrée il permet de déter-
miner l’action à effectuer. La règle de sélection

d’une action est fondée sur un mécanisme de
roulette biaisé. Soit C l’ensemble fini des condi-
tions d’entrée du système de décision et O l’en-
semble fini des opérateurs pouvant être sélec-
tionnés. Pour chaque couple ci, oj un poids wi,j

est défini. Ce poids correspond au potentiel de
sélection de l’opérateur oj pour la condition ci.
La probabilité P (oj|ci) de sélectionner l’opéra-
teur oj dans la condition ci correspond à la for-
mule 1.

P (oj|ci) =
wi,j∑m

k=1 wi,k

(1)

Avec :
C : (ci)i=1,...,n ; Ensemble des conditions
O : (oj)j=1,...,m ; Ensemble des opérateurs
W : (wi,j)i=1,...,n;j=1,...,m ; Matrice de poids

Pour sélectionner un opérateur, le contexte
d’optimisation est analysé afin de produire une
condition d’entrée du système de décision. Un
tirage de type roulette biaisé est ensuite effectué
afin de sélectionner l’opérateur. L’intérêt de ce
système de décision réside dans sa simplicité
de mise en place et de représentation. Grâce
à ce système, il est possible de restreindre le
choix des opérateurs en fonction du contexte
d’optimisation (initialisation du poids à 0)
et de favoriser le choix d’un opérateur dans
un contexte donné en augmentant le poids
correspondant. Ainsi, les mécanismes d’ap-
prentissage auront pour tâche de modifier la
matrice des poids de manière à ajuster le choix
des opérateurs.

La définition des conditions est un élément es-
sentiel pour le bon fonctionnement du système
de décision. Un nombre de conditions trop res-
treint ne permettra pas de rendre compte du
contexte d’optimisation et un nombre trop im-
portant de conditions rendra difficile l’initialisa-
tion ou l’apprentissage de la matrice des poids.
Nous avons choisi, dans un premier temps, de
définir une condition pour chaque type de mi-
nimum local de la solution courante. Ainsi, la
première condition caractérise une solution cou-
rante n’étant pas un optimum local, et les autres
conditions correspondent aux différentes com-
binaisons d’optimum local. (Le lecteur pourra
se référer à [11] pour une définition des concepts
de structure de voisinage et d’optimum local.)
Par exemple, si deux structures de voisinages
N1 et N2 sont utilisées lors de la recherche lo-
cale, les quatre conditions suivantes seront uti-
lisées par le système de décision : (i) La solu-
tion courante n’est pas un optimum local. (ii)
La solution courante est un optimum local sur



N1. (iii) La solution courante est un optimum
local sur N2. (iv) La solution courante est un
optimum local sur N1 et N2. Cette définition
de l’ensemble des conditions permet de gérer
la fréquence ainsi que l’ordre d’application des
opérateurs.

À l’initialisation de la matrice des poids, les
valeurs wi,j sont initialisées avec un paramètre
α. Ainsi, pour une condition donnée, le choix
des opérateurs est équiprobable. Cependant, afin
d’éviter une application anarchique des opéra-
teurs avant l’apprentissage, plusieurs couples
condition/opérateur sont initialisés à la valeur 0.
L’initialisation de la matrice des poids corres-
pond aux deux règles suivantes : (i) Un opéra-
teur de diversification ne peut être choisi que
si la solution courante est un optimum local
sur l’ensemble des structures de voisinage. (ii)
Un opérateur de recherche locale fondé sur une
structure de voisinage Ni ne peut être appli-
qué si la solution courante est un optimum lo-
cal sur Ni. Cette initialisation permet d’obte-
nir un cycle diversification/intensification dans
le choix des opérateurs. La phase de diversi-
fication correspond à l’application d’un opéra-
teur de diversification, quant à la phase d’inten-
sification, elle correspond à l’application d’une
série d’opérateurs d’intensification jusqu’à ob-
tenir une solution courante, optimum local sur
l’ensemble des structures de voisinage.

3.5 Mécanismes d’apprentissage

Afin d’adapter le comportement du rôle guide,
ici fondé sur le mécanisme de décision précé-
demment formulé, deux mécanismes d’appren-
tissage sont utilisés conjointement : apprentis-
sage par renforcement et mimétisme. L’objec-
tif de l’apprentissage dans le cadre de CBM est
d’ajuster la matrice de poids du système de dé-
cision afin d’améliorer le choix des opérateurs.
Ces mécanismes d’apprentissage sont à la base
du rôle stratège dans CBM.

Apprentissage par renforcement. L’apprentis-
sage par renforcement consiste à attribuer une
sanction aux expériences réalisées afin d’amé-
liorer le comportement. Les points clés de l’ap-
prentissage par renforcement identifiés dans
[12] sont la recherche par essais/erreurs et l’af-
fectation retardée de sanctions. Dans le cas
de CBM, le rôle guide effectue différentes sé-
quences d’opérateurs grâce au mécanisme de
roulette biaisée. Lorsqu’une séquence d’opé-
rateurs a permis d’obtenir un résultat satisfai-
sant, cette séquence est alors renforcée. Afin de

mettre en place ce mécanisme d’apprentissage
par renforcement il est nécessaire de définir :
ce qu’est une expérience, les règles de renfor-
cement permettant d’identifier les expériences à
renforcer, et les valeurs des sanctions à appli-
quer aux expériences renforcées.

Par rapport au mécanisme de décision, une ex-
périence correspond à l’application d’un opé-
rateur dans une condition donnée. Ainsi, une
expérience est un triplet 〈condition, opérateur,
gain〉, où le gain est la différence de coût de
la solution courante apportée par l’application
de l’opérateur. En observant un cycle diver-
sification/intensification, nous considérons que
si ce cycle à permis d’améliorer le coût de
la meilleure solution trouvée, alors les expé-
riences de gain non nul dans ce cycle sont
bénéfiques. Le renforcement correspond à une
augmentation des valeurs de poids wi,j asso-
ciés aux expériences bénéfiques. Deux valeurs
de sanctions sont définies σ1 et σ2. La va-
leur σ1 est appliquée lorsque, dans le cycle di-
versification/intensification, seule la valeur de
la meilleure solution trouvée est améliorée, et
la valeur σ2 est appliquée si la valeur de la
meilleure solution connue est améliorée. Le ren-
forcement d’une expérience correspond à la for-
mule 2.

wi,j = wi,j + σ (2)
Avec :
(ci ; oj) ; Expérience à renforcer
wi,j ; Valeur de poids associée à l’expérience
σ : {σ1; σ2} ; Valeur de la sanction

Apprentissage par mimétisme. L’appren-
tissage par renforcement est réalisé individuel-
lement pour chaque instance du rôle stratège.
Le mimétisme permet de partager ces connais-
sances acquises par renforcement [13]. Le
principe de l’apprentissage par mimétisme
consiste à imiter les comportements efficaces.
Dans le cas de CBM, un comportement est
identifié comme efficace lorsqu’il a permis
d’améliorer la meilleure solution connue.

Lorsque le rôle stratège observe une améliora-
tion de la meilleure solution connue, après avoir
effectué un apprentissage par renforcement il
soumet la matrice de poids aux autres rôles stra-
tèges afin qu’ils s’en inspirent. Notons WA la
matrice de poids correspondant à la stratégie à
imiter, et WB la matrice de poids de l’imitateur.
La matrice de poids résultant de l’imitation cor-
respond à la moyenne pondérée de WA et WB

selon la formule 3.
WB = (1− ρ).WB + ρ.WA (3)



Avec :
WA ; Matrice de poids à imiter
WB ; Matrice de poids de l’imitateur
ρ ; Coefficient d’imitation

L’apprentissage par mimétisme est un mé-
canisme complémentaire à l’apprentissage
par renforcement. En effet, dans notre cas le
mimétisme permet uniquement de partager des
connaissances acquises par renforcement.

4 CBM pour la résolution du pro-
blème de tournée de véhicules

Dans cette partie CBM est utilisée pour ré-
soudre le problème de tournées de véhicules
avec contrainte de capacité (VRP, Vehicle Rou-
ting Problem). Cette partie présente la spéciali-
sation de CBM pour traiter le VRP ainsi que les
résultats expérimentaux associés.

4.1 Spécialisation de CBM

Le VRP est un problème d’optimisation bien
connu dans le domaine du transport. Ce pro-
blème a été largement étudié depuis cinq décen-
nies. Il consiste à trouver les routes de moindre
coût desservant un ensemble de clients. Nous
utiliserons la formulation établie dans [14].

Le VRP est défini sur un graphe G(V, E) où
V = {v0, ..., vn} est l’ensemble des nœuds et
E = {(vi, vj)/vi, vj ∈ V ; i 6= j} représente
l’ensemble des arcs. Dans ce graphe, le nœud
v0 correspond au dépôt et les autres nœuds sont
les clients. A chaque client vi, i ∈ {1, ..., n}
est associé une quantité qi de produit à livrer et
un temps d’attente δi pour le service. A chaque
arc (vi, vj) est associé un temps de parcours
ci,j . Une solution admissible du VRP est un en-
semble R de routes respectant les contraintes
suivantes : (i) chaque route débute et se termine
par le dépôt, (ii) chaque client est desservi par
une et une seule route, (iii) la demande total de
chaque route ne doit pas dépasser la capacité des
véhicules Q, (iv) la durée de chaque route ne
doit pas excéder D. L’objectif est de minimiser
la durée totale des routes.

Le VRP est un problème NP-Difficile et ne
peut être que rarement résolu de manière exacte
pour des instances de plus de 100 clients. Plu-
sieurs heuristiques et métaheuristiques ont été
proposées pour résoudre le VRP. Une revue de
ces méthodes peut être trouvée dans [15]. L’ap-
proche CBM semble être adaptée à la résolu-

tion du VRP étant donné qu’il s’agit d’un pro-
blème d’optimisation combinatoire difficile sur
lequel un grand nombre d’opérateurs peut être
défini. La spécialisation de CBM consiste à défi-
nir l’ensemble des opérateurs de diversification
et d’intensification relatifs aux rôles diversifieur
et intensifieur. Pour résoudre le VRP six opéra-
teurs de diversification et six opérateurs d’inten-
sification sont utilisés.

Parmi les opérateurs de diversification deux
opérateurs de génération de solutions ont été
implantés : Génération gloutonne et génération
par rotation (sweep algorithm) [16]. Deux pro-
cédures de croisement de solution ont égale-
ment été implantées : Croisement par inser-
tion de route et croisement ordonné [17]. De
plus, une procédure de perturbation par suppres-
sion/insertion configurée à des taux de 5% et
15% à été utilisée. Les six opérateurs d’intensi-
fication correspondent à des procédures de des-
cente locale utilisant les structures de voisinage :
2-opt, 3-opt, 1-interchange move, 1-interchange
swap, 2-String exchange, 2-String relocation.
Ces structures de voisinage sont décrites dans
[18].

4.2 Résultats expérimentaux

L’intérêt de CBM réside dans ces mécanismes
d’apprentissage et de coopération. Dans cette
partie est mis en évidence le gain apporté par
l’apprentissage et la coopération, puis, une com-
paraison de CBM à d’autres approches est réali-
sée.

CBM a été implantée en Java et exécutée sur un
Pentium 4 à 3GHz avec 1Gb de mémoire vive.
Les résultats expérimentaux ont été obtenus sur
les 14 instances proposées par Christofides et al.
[19]. Ces instances contiennent entre 50 et 199
clients.

Performances de l’apprentissage et de la co-
opération. Afin de mettre en évidence l’apport
de l’apprentissage et de la coopération entre
agents, CBM a été testée avec trois configu-
rations différentes et différentes tailles de po-
pulation. Dans la première configuration de
CBM, les agents n’effectuent pas d’apprentis-
sage. Dans la seconde configuration, les agents
effectuent uniquement un apprentissage par ren-
forcement. Dans la dernière configuration, les
agents réalisent apprentissage par renforcement
et mimétisme. Pour chacune des configurations,
CBM à été lancé 10 fois sur chaque instance
avec un nombre d’agents variant entre 1 et 20.
Afin de comparer les différentes configurations,



le nombre total d’applications d’opérateurs a été
fixé à 10000 pour l’ensemble de la coalition.
Ainsi pour une coalition contenant A agents,
un agent effectue en moyenne 10000/A ap-
plications d’opérateurs. La figure 4 représente
les résultats obtenus pour les trois configura-
tions. Chaque valeur correspond à l’écart moyen
avec les meilleures solutions connues des ins-
tances décrites dans Christofides et al. [19]. Ces
meilleures valeurs connues sont issues de [14].

FIG. 4 – Mesure de l’impact de l’apprentissage
et de la coopération dans CBM

On remarque sur ce graphique que, quelque
soit la taille de la coalition, l’ajout de capaci-
tés d’apprentissage aux agents permet d’amé-
liorer le résultat final de l’optimisation. Ensuite,
on observe que de meilleurs résultats sont obte-
nus en augmentant la taille de la coalition. Cela
résulte des mécanismes de coopération entre
agents. La détérioration des résultats au-delà
d’une taille de coalition de 15 agents s’explique
par le peu d’application d’opérateurs effectué
par les agents individuellement.

Comparaison des résultats de CBM avec
d’autres métaheuristiques. Les résultats de
CBM ont été comparés avec deux approches
de recherche tabou : UTSA (Unified Tabu
Search Algorithm) [20] et GTS (Granular Tabu
Search) [21]. Le tableau 2 présente les résul-
tats de ces deux approches et de CBM. Les
quatre premières colonnes du tableau décrivent
les caractéristiques des instances de VRP trai-
tés. Une instance de VRP de type C a une
contrainte de capacité et une instance de type
D a une contrainte de durée. La colonne inti-
tulée “moyenne” pour l’approche CBM corres-
pond à l’écart moyen avec la meilleure solution
connue de l’instance. Cette moyenne est obte-
nue sur dix exécutions. Les deux colonnes sui-
vantes sont respectivement la valeur de l’inter-

valle de confiance à 95% de l’écart moyen, et
la durée moyenne d’une exécution de CBM en
minutes. Les résultats pour l’approche UTSA
et GTS sont tirés de [14]. Les temps d’exécu-
tion pour UTSA ont été obtenus sur un Pen-
tium IV à 2GHz et les temps d’exécution de
GTS sur un Pentium à 200MHz. En observant
les moyennes sur l’ensemble des instances, l’ap-
proche CBM semble compétitive vis-à-vis de
GTS et d’UTSA, du point de vue des temps
d’exécution comme de la qualité des solutions
obtenues.

5 Conclusion et perspectives

Cet article introduit AMF (Agent Metaheuris-
tic Framework) un framework pour la modéli-
sation et l’implémentation de métaheuristiques.
Ce framework est fondé sur un modèle organisa-
tionnel de métaheuristique mettant en évidence
quatre rôles au sein des métaheuristiques : inten-
sifieur, diversifieur, guide et stratège. Des lignes
méthodologiques ont été définies afin de facili-
ter la conception ou l’hybridation de métaheu-
ristiques à partir de ce modèle. L’utilisation des
approches organisationnelle et multiagent dans
le cadre des métaheuristiques encourage la mo-
dularité, la réutilisation et facilite la distribution.

En utilisant AMF nous avons conçu une méta-
heuristique originale nommée CBM (Coalition-
Based Metaheuristic) dont le principe est de
faire coopérer un ensemble d’agents organisé en
coalition. Chaque agent au sein de la coalition
dispose des capacités pour résoudre individuel-
lement le problème d’optimisation, cependant la
coopération entre agents permet d’améliorer les
performances globales. La principale originalité
de cette métaheuristique est d’utiliser des mé-
canismes d’apprentissage permettant d’amélio-
rer la stratégie de recherche au cours de l’op-
timisation. L’efficacité de CBM a été illustrée
en traitant le VRP. Les résultats expérimentaux
ont montré que CBM est compétitive vis-à-vis
d’autres approches.

Les perspectives de ce travail sont, de complé-
ter le framework AMF afin de tendre vers une
méthodologie pour la conception des métaheu-
ristiques. Cela suppose, tout d’abord, de conce-
voir les outils nécessaires à l’implantation, en-
suite, de décrire un processus méthodologique
complet. Concernant CBM, il est envisageable
d’intégrer de nouveaux mécanismes de décision
et d’apprentissage tel que les réseaux de neu-
rones et de l’appliquer à d’autres classes de pro-
blèmes.



TAB. 2 – Résultats pour les instances Christofides et al.

CBM UTSA GTS
Instance Type Taille Meilleure Moyenne Int. Conf. Durée Meilleure Durée Meilleure Durée

connue (%) (95%) (min.) (%) (min.) (%) (min.)
1 C 50 524,61 0,00 ±0,00 0,2 0,00 2,32 0,00 0,81
2 C 75 835,26 0,20 ±0,22 0,4 0,00 14,78 0,40 2,21
3 C 100 826,14 0,11 ±0,11 1,1 0,00 11,67 0,29 2,39
4 C 150 1 028,42 0,75 ±0,18 2,1 0,41 26,66 0,47 4,51
5 C 199 1 291,26 1,87 ±0,32 7,0 1,90 57,68 2,09 7,50

11 C 120 1 042,11 1,52 ±2,00 3,9 3,01 11,67 0,07 3,18
12 C 100 819,56 0,02 ±0,04 1,2 0,00 9,02 0,00 1,10
6 C, D 50 555,43 0,00 ±0,00 0,4 0,00 3,03 0,00 0,86
7 C, D 75 909,68 0,15 ±0,14 0,8 0,00 7,41 1,21 2,75
8 C, D 100 865,94 0,02 ±0,03 2,0 0,00 10,93 0,41 2,90
9 C, D 150 1 162,55 1,12 ±0,20 6,4 0,46 51,66 0,91 5,67

10 C, D 199 1 395,85 1,41 ±0,28 7,2 1,50 106,28 2,86 9,11
13 C, D 120 1 541,14 1,34 ±0,19 3,4 0,53 21,00 0,28 9,34
14 C, D 100 866,37 0,00 ±0,00 1,6 0,00 10,53 0,00 1,41

Moyenne 0,61 ±0,13 2,7 0,56 24,62 0,64 3,84
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